Capítulo 2  

O processo de Knowledge Discovery in Databases 

Fayyad, Piatetsky-Shapiro e Smyth apresentaram em 1996 uma das mais citadas definições de Knowledge Discovery in Databases (KDD) descrevendo-o como sendo “o processo não-trivial de identificar padrões válidos, novos, potencialmente úteis e compreensíveis nos dados” [Fayyad et al., 1996a]. Alternativamente, o objectivo prático de um processo de KDD pode ser descrito como a extracção de conhecimento útil a partir de dados, de uma forma tão automatizada quanto possível. Nesta perspectiva bastante abrangente, a descoberta de conhecimento a partir de dados pode ser considerada um problema estatístico ao qual se aplicam métodos informáticos [Fayyad et al., 1996c], [Hand, 1999], [Smyth, 2001], integrando técnicas de várias áreas disciplinares. Entre estas áreas, as mais fortemente envolvidas são as de estatística, de machine learning e de bases de dados. No entanto, em alguns processos de KDD são também envolvidos métodos relacionados com várias sub-áreas da inteligência artificial (por exemplo o reconhecimento de padrões ou a aquisição de conhecimento para sistemas periciais), métodos ligados ao estudo de formas de visualização de dados, a áreas como a computação paralela, etc..

Neste capítulo discute-se de forma genérica o processo de KDD. Assim, na Secção 2.1 apresentam-se as razões principais que motivaram o desenvolvimento deste tipo de abordagens automatizadas à descoberta de conhecimento a partir de dados. Na Secção 2.2 apresentam-se a estrutura e as fases processuais mais relevantes que podem ser identificadas num processo completo de KDD. Nas secções seguintes é aprofundada uma descrição das principais tarefas envolvidas nas fases do processo de KDD. Assim, na Secção 2.3, é discutida a selecção inicial dos dados. Na Secção 2.4, o pré-processamento dos dados. Na Secção 2.5, a fase nuclear de data mining, onde se procede de facto à busca de conhecimento. E finalmente, na Secção 2.6, a interpretação e avaliação do conhecimento descoberto.

2.1 Razões para o desenvolvimento da área de KDD

Nas últimas décadas assistiu-se a importantes ganhos ao nível das capacidades e da facilidade de utilização dos sistemas informáticos e, em simultâneo, a grande descida dos preços reais destes sistemas. Esta evolução levou a que a utilização de sistemas informáticos (não só computadores mas também uma gama alargada de periféricos, entre os quais se contam variadíssimos sistemas de recolha de dados) se tenha tornado muito importante na maioria dos diferentes tipos de actividades humanas. Por sua vez, a utilização generalizada de sistemas informáticos conduziu a um crescimento exponencial do volume de dados armazenados em suporte electrónico, nomeadamente em bases de dados. Este crescimento do volume de dados armazenados em formatos directamente manipuláveis por computadores fez surgir novas necessidades ao nível da extracção de informação útil desses dados.

Como exemplos de áreas científicas em que as bases de dados mais tem crescido podem apontar-se a climatologia [Stolorz et al., 1995], genética [DMN, 1998a], farmacologia [Howard, 2000], medicina [DMN, 1999], [Lavrac et al., 2000] e astronomia
 [Djorgovski e Brunner, 2001]. 

Em termos empresariais, os maiores volumes de dados tendem a ser recolhidos em grandes bases centralizadas, usualmente chamadas data warehouses [Inmon et al., 1997], [Sperley, 1999], [Loshin, 2001]. Estas bases de dados tendem a tornar-se especialmente grandes quando incluem dados transaccionais (por exemplo os dados relativos às vendas gerados pelas caixas de saída ao nível de cadeias de supermercados [Hilderman et al., 1998], [Savasere et al., 1998]). 

Nos últimos anos, também a internet se tornou um gigantesco repositório de dados e informação (em 1999 já eram contabilizados como disponíveis on-line para utilizadores sem acesso a domínios privados protegidos valores da ordem de 109 páginas de WWW, de 15 terabytes de dados totais e de 6 terabytes em texto [Lawrence e Giles, 1999]). Naturalmente, a disponibilidade de tais volumes de dados numa estrutura tão distribuída e desorganizada como o conjunto de páginas de internet veio tornar indispensável o desenvolvimento de sistemas eficientes de busca e recolha de informação útil a partir de grandes volumes de dados [Kobayashi e Takeda, 2000]. 

Numa perspectiva global, pode afirmar-se que, actualmente, as grandes bases de dados que podem chegar a conter vários terabytes (1012 bytes) de informação e a incluir referência a biliões de objectos ou registos começam a tornar-se frequentes [Fayyad, 1998], [Gibbons e Matias, 1999], [Brunner et al., 2002].

Acontece que o método tradicionalmente utilizado para tentar descobrir informação útil (isto é, novo conhecimento) a partir de dados armazenados em suportes informáticos consiste na sua análise interactiva, directa, por especialistas humanos. Esta análise “manual” integra usualmente duas vertentes: Por um lado, os dados podem ser analisados através de métodos estatísticos standard, para procurar padrões genéricos interessantes
. Por outro lado, hipóteses de padrões complexos presentes nos dados, sugeridas a partir de conhecimento sobre o domínio, podem ser individualmente testadas
. Actualmente, estas formas não automáticas de analisar dados recolhidos em suportes informáticos são muito comuns e em alguns casos permitem obter bons resultados. Para apoiar este tipo de análise e de busca de informação a partir de dados, existem actualmente numerosos “pacotes” de software (tanto visando a análise estatística dos dados como visando a realização de “consultas” sobre padrões mais específicos existentes nos dados). Estes programas de computador permitem formas de trabalho interactivas que automatizam parcialmente cada consulta (em inglês é usualmente utilizado o termo query) individual aos dados que os especialistas queiram realizar. Entre este tipo de métodos interactivos de pesquisa de informação vale a pena referir, pela sua importância prática, os modelos baseados em consultas a bases de dados através de linguagens como SQL (Structured Query Language), [Date e Darwen, 1993], [Groff e Weinberg, 1999] e os modelos de análise de dados armazenados em data warehouses baseados em OLAP (On-Line Analytical Processing) [Codd et al., 1993].   

Apesar do sucesso que a análise de dados interactiva apoiada por ferramentas do tipo SQL ou OLAP permite obter em muitas situações práticas, o já referido crescimento da geração e armazenamento de dados em suporte informático tem realçado a necessidade de formas mais automatizadas e mais poderosas de análise de dados. Foi para responder a esta necessidade que surgiu e se desenvolveu a área de KDD [Brachman e Anand, 1996]. Assim, enquanto metodologias do tipo SQL ou OLAP se destinam a facilitar a consulta de grandes volumes de dados, dando suporte e simplificando a análise interactiva desses dados, o objectivo de um processo de KDD é automatizar tanto quanto possível essa análise e a recolha de informação útil que a justifica [Fayyad et al., 1996c]. Esta maior automatização resulta em três vantagens principais. A primeira é não exigir tanto tempo de trabalho de especialistas humanos como o que uma análise interactiva (baseada em consultas individuais escolhidas caso a caso) de um grande volume de dados pode implicar. A segunda é um ganho de capacidade de extracção de conhecimento, devido a ser possível testar um número muito mais vasto de hipotéticas relações interessantes ao nível dos dados do que seria possível se essas hipóteses tivessem de ser directamente sugeridas ao sistema de pesquisa (e os seus resultados tivessem de ser directamente avaliados) por especialistas humanos. A terceira vantagem, mais subtil, é que ao testarem automaticamente conjuntos exaustivos de possíveis padrões, os sistemas de KDD tem mais probabilidades de testar e encontrar conhecimento inesperado (e inovador) do que se pode esperar de consultas interactivas sugeridas com base no conhecimento sobre o domínio previamente existente. 

Como seria de esperar, as vantagens apresentadas pelos métodos de KDD tem contribuído para os tornar mais utilizados e mais populares. Um exemplo claro desta maior popularidade é o facto de um crescente número de empresas que desenvolvem software para OLAP tender a apostar na inclusão de módulos de data mining que acabam por transformar os seus “pacotes” de software em sistemas que, além da consulta interactiva dos dados, suportam também a realização de processos de KDD [DMN, 1998b]. 

2.2 KDD: Um processo sequencial e iterativo

Como já foi referido, nesta tese seguimos a filosofia geral do modelo apresentado por Fayyad e colegas para o processo de KDD [Fayyad et al., 1996a], [Fayyad et al., 1996c]. Nesta perspectiva, o processo de KDD é encarado de forma abrangente e a fase de data mining é vista como um passo do processo global em que os algoritmos de busca de padrões são executados sobre um conjunto de dados já pré-processados. Assim, para o processo completo de KDD, propomos a estrutura apresentada na Figura 2.1.

Figura 2.1  O processo de KDD

Na Figura 2.1 são incluídas as ligações ao exterior que motivam e justificam o processo de KDD. Em termos de situações práticas, o desenvolvimento de um processo de descoberta de conhecimento a partir de dados decorre da identificação de uma necessidade ou de uma oportunidade. O primeiro caso corresponde à identificação de um problema que parece ser resolúvel com base em conhecimento que se julga possível extrair a partir de dados existentes ou obteníveis. O segundo caso corresponde simplesmente à convicção de que num determinado conjunto de dados pode estar inscrito conhecimento potencialmente útil. A principal diferença entre estas duas classes de razões é que na primeira existe à partida um problema específico e claramente definível a justificar o esforço de extracção de conhecimento (o que permite identificar o tipo de soluções possíveis e estabelecer medidas de avaliação dessas soluções) enquanto na segunda é o conjunto de dados a pesquisar que é especificado à partida. Nesta segunda situação está em causa um processo explorativo de busca dos padrões presentes nos dados sem que se disponha à partida de uma definição dos critérios de avaliação do seu grau de utilidade. 

Nesta tese interessa-nos especialmente a situação em que existe à partida um problema claramente especificado e é esta situação que é representada no processo descrito na Figura 2.1. 

Nesta perspectiva, um projecto de descoberta de conhecimento será originado pela identificação de um problema. A partir desta identificação inicial, tem de ser desenvolvida uma definição clara do problema a resolver e dos objectivos a atingir através do processo de descoberta de conhecimento. Estes objectivos devem corresponder a uma identificação qualitativa (e, se possível, também quantitativa) dos resultados do processo de descoberta de conhecimento que possam resultar em soluções para o problema em causa. Naturalmente, esta fase de alto nível implica um conhecimento profundo do domínio subjacente ao esforço de KDD e uma percepção clara de como o problema em causa pode ser resolvido. É de notar a linha bidireccional usada na Figura 2.1 para interligar esta tarefa de definição do problema ao processo de KDD propriamente dito. Esta bidireccionalidade é quase inevitável, uma vez que o desenvolvimento normal do processo de descoberta de conhecimento produz informação adicional (desconhecida à partida) sobre o problema e a sua envolvente e que, naturalmente, esta informação adicional tende a resultar numa maior “afinação” da definição detalhada do problema e numa delimitação mais exacta das possíveis soluções (eventualmente sugerindo restrições ou extensões às classes de soluções inicialmente previstas). 

No final de um processo de KDD bem sucedido é de esperar a obtenção de novo conhecimento útil. Nessa perspectiva, a utilização real desse novo conhecimento deve surgir naturalmente na sequência do processo de KDD. Esta utilização pode ser directa, pode corresponder à inclusão do conhecimento obtido num sistema mais vasto que faça uso dele, ou pode consistir simplesmente no seu registo e disponibilização, para consulta pelos interessados [Fayyad et al., 1996c]. Naturalmente, a validade e a utilidade prática do conhecimento obtido constituirão o teste final ao sucesso do processo de descoberta de conhecimento. Na Figura 2.1 esta fase posterior de utilização do conhecimento descoberto está também ligada ao processo de KDD através de uma linha bidireccional, porque da utilização do conhecimento obtido podem surgir novas informações que obriguem a revisitar o processo de KDD.

Passando ao interior do processo de KDD propriamente dito, notamos que a Figura 2.1 o representa como uma sucessão de actividades que partem de um conjunto inicial de dados e vão produzindo outputs  progressivamente transformados até se chegar ao output final que corresponde ao novo conhecimento descoberto. Pretendendo-se ser mais exaustivo, seria possível incluir nesta figura outros inputs para além dos dados e da definição do problema a resolver. Entre eles, um dos mais importantes é o que diz respeito ao corpo de conhecimento sobre o domínio existente. No entanto, para manter a figura simples e clara, optamos por considerar este tipo de input da mesma forma que consideramos a expertise em análise de dados ou em algoritmos de machine learning: Como conhecimento disponível através de quem integra o grupo de trabalho responsável pelo desenvolvimento e implementação do processo de KDD. Desta forma, na Figura 2.1 representamos a situação mais comum, em que se considera que conhecimento sobre o domínio é integrado no processo de KDD através das próprias actividades que formam o processo
. 

2.3 A fase de selecção dos dados

Na situação descrita na Figura 2.1 o processo de KDD é iniciado com uma fase de selecção e recolha dos dados que se pretendem utilizar para descoberta de conhecimento. Quando um processo de KDD é iniciado a partir da definição de um problema (e não a partir da especificação do conjunto de dados a explorar) é quase sempre possível identificar um conjunto muito vasto e pouco estruturado de dados que podem ser mais ou menos directamente relacionados com o problema em causa. Naturalmente, esses dados podem ser classificados segundo vários critérios, como a sua previsível utilidade para a resolução do problema, o nível de facilidade da sua obtenção, a sua “qualidade” (em termos de valores em falta, de ruído, etc.), o seu grau de actualidade, o tipo de pré-processamento que implicam, etc.. Desta forma, a primeira tarefa a executar no interior do processo de KDD (isto é, quando já existem uma compreensão e uma especificação claras do problema a resolver) consiste em analisar as características dos dados potencialmente utilizáveis e em escolher e obter os dados para extracção de conhecimento. 

Num processo de KDD, a fase de selecção dos dados incluirá tipicamente tarefas como:

- Identificação e selecção inicial dos dados com possíveis relações com o problema em análise

- Obtenção dos dados (dentro ou fora da organização responsável pelo processo de KDD)

- Selecção, nos dados, dos sub-conjuntos úteis (com base na quantidade, actualidade, qualidade, etc.)

- Selecção dos atributos (variáveis) relevantes nas estruturas de dados seleccionadas

- Tratamento de dados complexos (texto, imagens, audio, etc.)

- Tratamento de questões legais relacionadas com os dados

- Estudo e decisão sobre a viabilidade do esforço de KDD, do ponto de vista dos dados disponíveis.
A execução correcta da tarefa de recolha e selecção dos dados a utilizar é fundamental para o sucesso final de todo o processo de KDD. Na realidade, a extracção de conhecimento útil a partir de qualquer conjunto de dados apenas pode obter sucesso se nesses dados está de facto inscrito o conhecimento necessário. Porém, na maioria dos processos de KDD, não existe um corpo suficientemente estabelecido de conhecimento sobre o domínio para garantir que um determinado conjunto dos dados é suficiente para a extracção do conhecimento desejado
. Desta forma, no decurso do processo de KDD é comum ter de revisitar várias vezes esta fase de selecção e obtenção dos dados, à medida que os resultados das fases subsequentes do processo vão sugerindo a necessidade de juntar novos dados ao conjunto inicialmente seleccionado, ou vão sugerindo a inutilidade de alguns dos dados escolhidos. 
2.4 A fase de pré-processamento dos dados

Uma vez escolhidos os dados a utilizar, segue-se a tarefa de pré-processamento desses dados. Nesta fase é necessário manipular o conteúdo dos conjuntos de dados seleccionados, sendo frequente começar por uma análise exploratória desses dados, para compreender melhor as suas características estatísticas
. A necessidade deste tipo de análise depende do grau de conhecimento sobre o domínio e sobre os dados disponível à partida, sendo tanto maior tanto quanto mais reduzido for esse conhecimento. Como exemplo deste facto, pode referir-se a necessidade de uma cuidada análise prévia dos dados, identificada pela maioria dos participantes na conhecida competição de previsão de séries temporais realizada em Santa Fe em 1992 [Weigend e Gershenfeld, 1994]. No caso da maioria dos participantes mais bem sucedidos nesta competição, esta análise prévia contribuiu para a realização de melhores escolhas ao nível dos métodos de pré-processamento dos dados e de data mining e reduziu as dificuldades relacionadas com o facto de os participantes quase não disporem de informação contextual inicial sobre as características dos dados e dos mecanismos de funcionamento dos domínios em análise [Sauer, 1994], [Zang e Hutchinson, 1994]. 

O objectivo global da fase de pré-processamento dos dados é a construção dos “exemplos” (ou “casos”) na forma em que serão fornecidos aos algoritmos de data mining. É de notar que a definição do formato desses exemplos implica dispor já de uma análise detalhada do problema e das suas possíveis soluções. 

Em particular, para decidir a forma e para calcular os valores da variável objectivo de cada exemplo é necessário ter já uma definição bastante exacta da tarefa de extracção de conhecimento envolvida. Como exemplos podem indicar-se a necessidade de ter já uma definição da tarefa de extracção de conhecimento como sendo de previsão numérica ou previsão de classes discretas ou, numa tarefa de previsão com componente temporal, a escolha dos prazos de previsão desejados. 

Da mesma forma, a composição das variáveis independentes (ou “atributos”) a incluir em cada exemplo implica estudar os dados de forma a conseguir escolher uma representação adequada às suas características. Como exemplo das tarefas que a composição dos atributos a integrar nos exemplos pode envolver, vale a pena realçar a adequação da capacidade do espaço de representação (resultante do número de variáveis escolhidas e da quantidade de valores diferentes que estas podem adoptar) face ao número de casos de treino disponíveis. Na realidade, espaços de representação demasiado vastos em relação ao número de exemplos de treino, e portanto muito esparsamente povoados, resultam em grandes dificuldades para extracção de conhecimento. Isto é especialmente verdade em situações em que existe uma componente de ruído nos dados a explorar, situação que pode resultar numa performance muito degradada dos algoritmos de busca de padrões devida aquilo a que em inglês se chama usualmente the curse of dimensionality  [Bellman, 1961], [Scott, 1992]. Por outro lado, em alguns casos que não envolvam ruído significativo pode dar-se o caso de existirem mais casos de treino do que os seriam necessários, eventualmente tornando a sua “mineração” muito demorada. Assim, a redução dos dados originalmente escolhidos implica, à partida, decidir se todas as suas variáveis serão de facto utilizadas para extracção de conhecimento ou se algumas serão deixadas de fora, e se todas as observações dos dados seleccionados serão utilizadas ou se é vantajoso usar apenas uma amostra desses dados. Esta possível redução dos dados a utilizar efectivamente nas fases seguintes do processo de KDD deve refinar o trabalho já realizado na fase de selecção dos dados, e ganha especial importância quando o volume de dados iniciais é particularmente grande ou então quando alguns sectores dos dados (por exemplo, algumas variáveis ou algumas secções temporais) não são fiáveis ou estão desactualizados (em domínios em que a componente temporal é relevante, pode dar-se o caso dos dados mais antigos já não serem representativos das condições actuais dos sistemas em análise). Em termos técnicos esta tarefa pode exigir a escolha e utilização de uma metodologia de filtragem das variáveis menos relevantes (pouco informativas ou redundantes) e pode incluir pontos como a discretização dos atributos (para reduzir o número de possíveis valores diferentes de cada variável), ou mesmo o desenvolvimento de novas variáveis a partir das existentes à partida, de forma a sumariar os aspectos relevantes dos dados, descrevendo-os com um número mais reduzido de variáveis mais informativas.

Um outro aspecto que pode ser muito importante para o sucesso do processo de KDD, e deve também ser tratado na fase de pré-processamento, é “limpeza” dos dados. Esta tarefa consiste na escolha e implementação das estratégias adequadas ao tratamento de problemas como os relacionados com valores desconhecidos em campos dos dados, ou com com ruído nos dados. Por vezes, torna-se ainda necessário realizar correcções de fundo aos valores de alguns campos dos dados, com base em informação contextual, para corrigir efeitos de factos conhecidos que não se pretendem modelar. Esta necessidade é frequente ao nível de dados de negociação bolsista, onde podem existir alterações radicais dos valores dos dados sem relevância para o problema em análise. Para exemplo, suponhamos que se pretendia realizar previsões diárias das cotações das acções de uma empresa, e se utilizavam dados recolhidos ao longo de vários anos que incluíam os valores das cotações e o número de acções dessa empresa transaccionadas diariamente. Se, durante o período durante o qual foram recolhidos os dados, tivesse havido um stock split de 1 para 10 (situação que corresponde a, num determinado instante temporal, atribuir gratuitamente 9 novas acções por cada uma existente anteriormente) as séries de valores de cotações seriam subitamente divididas por 10 e a do número de acções transaccionadas seria, no mesmo instante, multiplicada por 10. No entanto, em princípio, esta súbita alteração de valores (muitas ordens de grandeza mais intensa do que as variações de valores expectáveis em dias normais) seria irrelevante para a previsão das variações futuras das cotações [Fama, 1970]. Por este motivo, a nível da prática bolsista, é comum transformar os valores das cotações e os volumes de transações de forma a que as respectivas séries temporais sejam “limpas” deste tipo de descontinuidades súbitas e intensas.
Alguns tipos de dados podem ainda exigir transformações específicas, de forma a permitirem a composição de exemplos com um formato conveniente para os algoritmos de data mining que se pretendem utilizar. Estas transformações podem envolver processos como a discretização de variáveis, a normalização de valores, ou a compressão dos intervalos de valores admitidos através de estratégias de tratamento de outliers (valores extremos e raros) ou de utilização de diferenças, logaritmos, ou outras relações entre as variáveis que contribuam para estabilizar a distribuição de valores. Esta necessidade é bem ilustrada pelo caso das séries temporais, que usualmente implicam a transformação das séries de valores ordenados temporalmente num formato tabular bidimensional, a que Weiss e Indurkhya chamam “forma standard” [Weiss e Indurkhya, 1998]. 

É de notar que embora algumas tarefas a realizar na fase de pré-processamento “revisitem” aspectos já trabalhados ao nível da fase de selecção dos dados, as metodologias utilizadas nas duas fases tendem a ser bastante diferentes. Assim, na fase de selecção dos dados, as decisões tendem a ser tomadas apenas com base em conhecimento sobre o domínio, enquanto na fase de pré-processamento tendem a ser tomadas com base em análise dos dados. Como exemplo, considere-se a utilização de um conjunto de registos que incluem, à partida, uma centena de variáveis. Na fase de selecção dos dados, os especialistas no domínio poderiam olhar para esse conjunto de registos e decidir com base no seu conhecimento sobre o significado de cada variável e sobre o funcionamento do domínio que algumas dessas variáveis eram irrelevantes para o problema em questão, optando por as retirar dos dados a usar no processo de KDD. Na fase de pré-processamento dos dados, tendem a ser os especialistas em análise de dados que, na sequência do estudo do valor informativo de cada variável e considerando as características dos algoritmos de data mining a utilizar podem decidir filtrar as variáveis a fornecer a esses algoritmos, reduzindo ainda mais o seu número. 

Na Figura 2.1 está indicada a possibilidade de retroceder a partir desta fase de pré-processamento de dados, regressando à fase de selecção e obtenção dos dados. Na realidade, a necessidade de efectuar este tipo de retrocesso pode ser detectada ao longo de qualquer uma das fases do processo de KDD, embora usualmente tenda a ser mais clara depois de tentadas as primeiras abordagens às fases de data mining e de interpretação e avaliação dos padrões identificados nos dados.

2.5 A fase de data mining
Uma vez realizado o pré-processamento dos dados e preparado um conjunto de exemplos com o formato apropriado, pode ser iniciada a fase de data mining que constitui o núcleo do processo de KDD.

No início desta fase é necessário seleccionar os métodos e algoritmos a utilizar para a busca de padrões. Esta selecção pode ser um processo complexo, devido à grande variedade de técnicas de modelação existentes e ao facto de, quase sempre, a superioridade de alguns dos algoritmos sobre os outros depender das características dos dados e da forma de utilização dos próprios algoritmos [Michie et al., 1994]. 

Para proceder à escolha dos algoritmos a utilizar para mineração, é necessário começar por pré-seleccionar um lote de algoritmos potencialmente interessantes que se “encaixem” nas necessidades do problema de data mining em causa e permitam realizar eficientemente as tarefas envolvidas. 

As tarefas mais comuns em problemas práticos de data mining envolvem a realização de previsões de classes (tarefas de “classificação”) ou previsões numéricas (tarefas de “regressão”). Estas tarefas são realizadas num contexto “supervisionado”, em que os exemplos de treino e de teste incluem uma série de variáveis independentes e uma variável de resultado. Neste contexto, as variáveis independentes visam caracterizar a situação referente ao exemplo em termos de parâmetros conhecidos no momento da realização da previsão, enquanto a variável de resultado exprime o objectivo de previsão correcto para o exemplo em causa. Numa tarefa de classificação, a variável objectivo é nominal, tomando como valores possíveis um conjunto finito de “classes”. Como exemplo de uma tarefa de classificação, pode apontar-se a previsão binária de subida ou descida para a cotação de um activo financeiro no dia seguinte. Numa tarefa de regressão, o objectivo de cada previsão é um valor real, pelo que também a variável de resultado de cada exemplo será um valor real. Como exemplos de tarefas de regressão, podem apontar-se a previsão da percentagem de variação da cotação de um activo financeiro para o dia seguinte, ou a previsão do número de hectares atingidos por incêndios florestais num determinado país, no ano seguinte. Outros tipos de tarefas possíveis para sistemas de data mining incluem o clustering e a “modelação de dependências”. O clustering consiste na identificação de um conjunto finito de categorias (ou clusters) para descrever os dados. Como exemplos de tarefas de clustering, podem apontar-se a identificação de categorias homogéneas de consumidores numa base de dados de uma cadeia de supermercados, ou a identificação de subcategorias de fontes de radiação num mapa de observações do céu. A modelação de dependências consiste na identificação e descrição de relações importantes entre variáveis presentes nos dados. Este tipo de tarefas corresponde a uma automatização de tarefas típicas de análise exploratória interactiva de dados, e encontra aplicações diversificadas como, por exemplo, a busca de relações entre produtos adquiridos em simultâneo por clientes de supermercados. 

Os algoritmos utilizáveis nesta fase de extracção de padrões podem ser classificados em várias grandes famílias. Entre estas, algumas das mais divulgadas são as baseadas em regras ou em árvores, as baseadas em redes neuronais, os métodos baseados em exemplos, os métodos probabilísticos e os métodos evolucionários. 

Os métodos baseados em regras ou em árvores são os métodos mais tradicionais de machine learning e partilham formas de desenvolvimento e de representação dos modelos funcionalmente próximas. Esta classe de métodos inclui uma grande variedade de algoritmos específicos, desenvolvidos por um grande número de investigadores ao longo das últimas décadas. Embora sejam predominantemente utilizados para previsão regressiva ou classificativa, existe uma grande variedade de métodos de indução de regras e de árvores, e é possível encontrar algoritmos aplicáveis à maioria dos problemas de data mining. Uma das vantagens mais frequentemente associadas a estes métodos é a interpretabilidade dos seus resultados. Exemplos clássicos de algoritmos de indução de árvores incluem o ID3 [Quinlan, 1986] e o C4.5 [Quinlan, 1993]. Em termos de indução de regras, alguns dos algoritmos mais conhecidos incluem a vasta família AQ [Michalski, 1969], o CN2 [Clark e Niblett, 1989] e o FOIL [Quinlan, 1990]. 

Os métodos baseados em redes neuronais surgiram em grande medida por inspiração na estrutura do cérebro humano. Estes métodos são uma família de técnicas que recorrem a conjuntos de nós (neurónios) que calculam funções básicas (sigmóides, funções de base radial, etc.) interligados em rede. A aprendizagem de uma rede neuronal consiste em obter os pesos “ideais” das interligações entre os neurónios, usando um critério de minimização do erro de previsão. A aplicação mais frequente deste tipo de métodos é em tarefas de previsão numérica, embora existam variantes de algoritmos de rede capazes de realizar, por exemplo, tarefas de clustering. Uma das maiores desvantagens destes métodos é a sua forma de representação de conhecimento, difícil de interpretar. Os exemplos mais conhecidos e divulgados deste tipo de algoritmos são as redes neuronais de “alimentação para a frente” (feed-forward neural networks) usando sigmóides como elementos funcionais e treinadas pelo método de descida de gradiente através do algoritmo de Backpropagation [Werbos, 1974], [Rumelhart et al., 1986].

Os métodos baseados em exemplos realizam previsões para novos casos usando os valores da variável objectivo dos casos de treino mais semelhantes existentes nos dados. Desta forma, estes métodos não chegam a construir modelos globais, evitando um gasto de tempo que noutros métodos pode ser bastante significativo (como é comum, por exemplo, no treino de redes neuronais). Ao invés disso, são obrigados a realizar uma busca na base disponível de exemplos sempre que uma nova previsão é pedida, o que tende a ser mais demorado do que a simples realização de uma consulta a um modelo global previamente extraído dos dados de treino. A abordagem utilizada pelos métodos baseados em exemplos torna-se particularmente eficiente quando o conjunto de exemplos de treino sofre actualizações frequentes, situação que usualmente obriga os métodos que constroem modelos globais a reconstruir os modelos extraídos dos dados. Uma característica importante dos métodos baseados em exemplos é necessitarem da definição de uma função de distância entre exemplos. A definição deste tipo de distância pode ser complexa em situações em que as variáveis presentes nos exemplos tem características muito diversificadas
. Por sua vez, o facto de não construirem modelos globais explícitos impede a utilização destes métodos para a extracção de conhecimento em formatos directamente compreensíveis por especialistas humanos, como é possível com métodos que constróem árvores ou listas de regras. Como exemplos bem conhecidos de abordagens baseadas em exemplos podem apontar-se as técnicas de case based reasoning [Kolodner, 1993], ou o algoritmo de nearest neighbor [Cover e Hart, 1967].

Os métodos baseados em distribuições de probabilidade são basicamente métodos estatísticos que analisam as distribuições de probabilidades das relações entre valores das variáveis independentes e o valor do resultado de cada exemplo. O mais divulgado algoritmo deste tipo é o Naïve Bayes Classifier [Duda e Hart, 1973], um algoritmo relativamente simples que constrói um modelo global com base numa análise das relações de cada variável independente com os valores da variável objectivo. Este algoritmo tende a ser bastante estável e robusto em relação a ruído nos dados e, em muitas situações, pode produzir resultados tão precisos como os obtidos por algoritmos mais complexos e sofisticados [Domingos e Pazzani, 1997], [Kohavi et al., 1997].

Os métodos evolucionários de machine learning consistem essencialmente em algoritmos de construção e desenvolvimento evolutivo de hipóteses inspirados na reprodução dos seres vivos. Estes métodos tendem a resultar mais apropriados para problemas de optimização global do que para problemas de previsão propriamente dita [Smyth, 2001], e tendem a ser bastante exigentes em termos de tempo de computação [Tomassini, 1996]. O método evolucionário mais divulgado é o baseado em “algoritmos genéticos” [Holland, 1975], [Mitchell, 1996].

Naturalmente, a referência anterior a algumas das principais famílias de algoritmos de machine learning utilizados em data mining não pretende ser exaustiva. Uma introdução geral aos algoritmos de machine learning pode ser encontrada no clássico “Machine Learning” de Tom Mitchell [Mitchell, 1997].

É de notar que além da aplicabilidade directa dos algoritmos às características dos dados em análise e ao tipo de tarefa de data mining a efectuar, o problema global a resolver através do processo de KDD pode implicar considerações adicionais que limitem a gama de algoritmos seleccionáveis para a detecção de padrões. Como exemplo, em algumas situações o utilizador final pode estar mais interessado na descoberta de conhecimento facilmente interpretável do que na performance pura do modelo extraído dos dados. Este tipo de considerações pode, por exemplo, levar a preferir algoritmos simbólicos de indução de regras ou de árvores ao invés de algoritmos baseados em redes neuronais ou redes Bayesianas [Mitchell, 1997]. 

Outros aspectos que podem condicionar a escolha dos algoritmos de data mining incluem a existência ou não de ruído nos dados, a dimensão dos dados a “minerar”, o tipo de interdependências entre as variáveis dos dados, ou a possibilidade de integrar conhecimento previamente existente no processo de busca. 

A maioria dos algoritmos de machine learning conseguem lidar com dados com ruído. Muitos incluem mesmo mecanismos explícitos para lidar com esse ruído e/ou permitem o ajuste de parâmetros que controlam o funcionamento do algoritmo em função da relevância do ruído
. Em qualquer caso, devido a diferenças fundamentais nos processos de busca, de avaliação e de representação dos padrões, alguns tipos de algoritmos tendem a comportar-se melhor do que outros na presença de ruído. Desta forma, a presença de ruído significativo nos dados pode justificar a selecção de um método simples e robusto (como por exemplo o Naïve Bayes), ao invés de um método com uma representação de padrões mais sofisticada, com tendência para se ajustar de forma mais exacta às particularidades (e ao ruído) dos dados de treino (como por exemplo uma rede neuronal típica).

A dimensão do problema de data mining é um dos factores que pode condicionar a escolha dos métodos a usar. Uma dimensão elevada pode tomar várias formas, como sejam: um número elevado de casos de treino; um grande número de variáveis; ou mesmo a existência de demasiados valores distintos nas variáveis. Este tipo de problemas pode levar à escolha de métodos computacionalmente mais eficientes em detrimento de outros eventualmente mais precisos, mas incapazes de lidar com problemas dessa dimensão [Weiss e Indurkhya, 1991], [Cohen, 1995].

O conhecimento sobre o domínio existente à partida ou descoberto já no âmbito do processo de KDD pode, eventualmente, ser útil para apoiar a busca de padrões nos dados. Em termos de versões standard, poucos algoritmos de machine learning permitem a integração directa deste tipo de conhecimento exterior aos dados. No entanto, muitos dos algoritmos mais utilizados podem, com adaptações limitadas, aceitar a inclusão de conhecimento sobre o domínio sob a forma de condições de partida para a busca de padrões ou sob a forma de um bias que dirija essa busca para rumos preferenciais [Cheeseman, 1990], [O’Sullivan, 1996], [Almeida, 2001]. Naturalmente, a inclusão de conhecimento exterior aos dados no processo de data mining deve ser feita com grandes cautelas para evitar prejudicar a identificação dos padrões mais relevantes presentes nos dados [Pazzani, 1992]. No entanto, a existência de um corpo de conhecimento que possa dar pistas sobre a importância ou o interesse relativos dos padrões presentes nos dados pode condicionar a escolha dos algoritmos a utilizar, levando a optar por algoritmos que permitam a integração desse conhecimento. 

É de notar que alguns problemas podem ser abordados através de algoritmos de machine learning mas também através de métodos mais tradicionais. Um bom exemplo é a previsão de séries temporais, em que a par de abordagens típicas da inteligência artificial (por exemplo os algoritmos baseados em redes neuronais) podem também utilizar-se métodos estatísticos tradicionais como, por exemplo, os métodos lineares autoregressivos. Assim, a escolha dos métodos de detecção de padrões e dos parâmetros a utilizar para cada método constitui um problema complexo, e testar comparativamente várias alternativas, sobre os dados de treino, constitui usualmente uma das melhores abordagens possíveis [Brodley, 1993], [Schaffer, 1993b], [Kohavi, 1995], [Salzberg, 1997], [Torgo, 1999]. 

Na preparação da fase de data mining é ainda necessário definir aspectos como se os algoritmos serão utilizados uma única vez para extracção de um modelo ou através de processos de ensemble learning que envolvem reamostragem dos dados de treino como o bagging [Breiman, 1996b] ou o boosting [Schapire, 1999]. Nesta fase é também necessário decidir se se vai utilizar apenas um ou vários algoritmos. A combinação de resultados de vários algoritmos que utilizam diferentes estratégias de aprendizagem (usualmente designada por multi-strategy learning [Michalski, 1993], [Reich, 1994]) pode melhorar consideravelmente o resultado final do processo de descoberta de conhecimento, em especial quando existe ruído associado aos dados [Ali e Pazzani, 1996]. Naturalmente, quando se recorre a este tipo de métodos que envolvem a realização de várias previsões para cada caso de teste, é necessário decidir a forma de combinar os resultados obtidos
. 

Em relação à metodologia de aplicação dos algoritmos sobre os dados disponíveis, deve ser assinalada a necessidade de não contaminar os resultados através da utilização indevida dos exemplos reservados para teste durante o processo de busca de padrões. A forma mais segura de prevenir este tipo de contaminação (que facilmente pode produzir resultados extremamente optimistas durante o teste do processo de extracção de conhecimento que depois não se confirmarão em utilização real) é proceder a uma a divisão prévia dos exemplos em conjuntos disjuntos para treino e teste (e, eventualmente, num terceiro conjunto para definição de parâmetros e validação). Em qualquer caso, é fundamental não utilizar durante o desenvolvimento do modelo de descoberta de conhecimento os dados que se pretendem reservar para teste final do sistema (isto é, mante-los out-of-sample) [Hellstrom, 1999], [White, 2000], [Smyth, 2001].

É de notar que alguns detalhes do formato dos exemplos desenvolvidos durante a fase de pré-processamento dos dados (por exemplo a discretização ou não das variáveis independentes, ou a realização de um mapeamento para redução do intervalo de valores admitidos para a variável objectivo) tem de ser decididos em função das necessidades e características dos algoritmos de data mining a seleccionar. Esta interdependência entre a preparação dos exemplos e os algoritmos de data mining realça que as diferentes fases do processo de KDD (e em especial as fases de pré-processamento dos dados e a fase de data mining) não podem ser encaradas como sendo estritamente compartimentadas. Estas diferentes fases devem antes ser vistas como componentes indispensáveis do processo global de KDD a serem executadas de forma basicamente sequencial mas fortemente iterativa, com feedbacks de informação e retrocessos processuais a partir de fases que teoricamente se situam mais adiante no conjunto do processo [Fayyad et al., 1996c].

2.6 A fase de interpretação e avaliação

Uma vez concluída a fase de extracção dos padrões mais significativos contidos nos dados é necessário passar à fase de análise da validade e do interesse prático desses padrões, a última tarefa do processo de KDD tal como é representado na Figura 2.1. 

Esta fase de interpretação e avaliação dos resultados do processo de descoberta de conhecimento envolve basicamente dois passos. O primeiro, mais “mecânico” e mais baseado em medidas estatísticas formais, consiste na avaliação da validade dos padrões extraídos pelo sistema de data mining sobre o conjunto de exemplos deixados de lado para teste final. O segundo passo (que só faz sentido considerar se o primeiro confirmar a validade dos padrões sobre os dados de teste) é mais difícil de formalizar, e consiste na análise do interesse prático dos padrões encontrados. Na realidade, embora a validade estatística dos padrões descobertos sobre os dados de treino e de teste seja indispensável para que se possa falar de conhecimento extraído dos dados, o que permite classificar o processo de KDD como bem ou mal sucedido é o interesse prático desses padrões descobertos. A este nível, e embora existam medidas automáticas de “interesse” que podem ser incorporadas nos algoritmos de busca de padrões [Hilderman e Hamilton, 2001], nada substitui a opinião dos especialistas no domínio e dos utilizadores finais
. 

Assim, a avaliação do grau de interesse prático dos padrões descobertos é quase sempre difícil de formalizar, mas dependendo do tipo de conhecimento extraído dos dados e da utilização que dele se deseja fazer pode tomar duas formas básicas. 

A primeira destas formas ocorre quando apenas se pretende acrescentar o novo conhecimento obtido ao conhecimento existente sobre o domínio e consiste principalmente na avaliação dos padrões encontrados por especialistas no domínio. Naturalmente, esta avaliação pode ser meramente intuitiva ou pode incluir comparações formais com conhecimento previamente existente, e pode envolver diversos tipos de medidas de interesse do novo conhecimento incluindo, por exemplo, análises mais alargadas (em contextos que excedam o dos dados seleccionados para treino e teste) da validade desse novo conhecimento. 

A segunda forma ocorre quando se pretende utilizar o conhecimento extraído dos dados num processo operacional cujos resultados possam ser medidos quantitativamente. Na realidade, em muitos processos de KDD o conhecimento extraído não é um fim em si mesmo, mas um meio para resolver um problema. Nestes casos é usualmente necessário integrar o conhecimento obtido a partir dos dados num sistema operacional capaz de resolver o problema em causa. A aplicação deste sistema operacional ao problema gera muitas vezes resultados mensuráveis de forma objectiva, o que permite julgar a utilidade prática do conhecimento obtido para a resolução do problema que motivou o esforço de KDD. A aplicação experimental descrita nesta tese, em que os resultados da previsão de curto prazo de cotações de acções são integrados num sistema de negociação dessas acções constitui um exemplo deste tipo de avaliação. 

Este tipo de casos em que o conhecimento extraído dos dados é utilizado como input para um sistema operacional pode ser abordado através de duas aproximações fundamentalmente diferentes. Uma delas consiste em encarar o processo de “operacionalização” do conhecimento descoberto como exterior ao processo de KDD. Nesta perspectiva, o processo de KDD mantém a estrutura representada na Figura 2.1 e termina quando um conjunto de padrões significativos presentes nos dados foi validado na fase de avaliação dos resultados do processo de data mining, e dessa forma, foi considerado como correspondendo a novo conhecimento potencialmente útil. Nesta situação o desenvolvimento de um sistema operacional capaz de resolver o problema que motivou o esforço de KDD é realizado já na fase de utilização do conhecimento descoberto, e portanto fora do processo de KDD propriamente dito. O desenvolvimento do sistema que vai integrar o conhecimento descoberto consiste usualmente num processo de optimização global em que, sobre um conjunto de dados representativos do problema, é realizada uma busca num espaço de conjuntos de acções possíveis e é escolhido o conjunto que apresenta a melhor e mais consistente solução para o problema. 

Uma segunda abordagem possível, quando o objectivo é utilizar o conhecimento obtido num sistema operacional que o use directamente, consiste em integrar o desenvolvimento do sistema operacional na fase de data mining do processo de KDD. Nesta situação, o processo de data mining tende a deixar de apresentar como output previsões numéricas ou classificações e a transformar-se num processo de optimização global no espaço das possíveis soluções para o problema que motiva a descoberta de conhecimento. Embora este tipo de solução traga algumas vantagens [Bengio, 1997], também introduz dificuldades importantes, especialmente em domínios que envolvam ruído, e em que tenda a existir overfitting
. Na verdade, os problemas de optimização global tendem a olhar para o conjunto de exemplos de treino como um único caso global sobre o qual tentam escolher a melhor solução (entre um número de soluções possíveis por vezes extremamente vasto). Nestas condições torna-se muito mais difícil evitar problemas de overfitting do que quando se dispõe de um número importante de casos de treino e de teste, cada um encarado individualmente como uma situação de aplicação do modelo extraído dos dados.  

É importante realçar que a interpretação e avaliação dos resultados é uma das fases que mais tenderá a revelar a necessidade de retroceder no processo de KDD e revisitar fases anteriores para tentar introduzir alterações que melhorem o processo [Fayyad et al., 1996c]. Na verdade, a necessidade de retroceder a partir desta fase parece especialmente compreensível uma vez que, teoricamente, será nesta fase que as possíveis deficiências ou insuficiências do conhecimento descoberto serão detectadas. No entanto é necessário assinalar que os retrocessos a partir desta fase são perigosos para uma condução honesta do processo de KDD, uma vez que os exemplos de teste já terão sido usados para avaliação dos padrões descobertos. Desta forma, os retrocessos a partir desta fase devem ser restringidos e muito cuidadosamente geridos para evitar situações em que os dados de teste acabem por ser indirectamente utilizados para treino (ao serem usados sucessivamente para rejeitar padrões que pareciam bons sobre os dados de treino mas acabam por se revelar maus sobre os de teste). Assim, especialmente em situações que envolvam ruído e em que se espere overfitting, este tipo de contaminação dos resultados tende a resultar na avaliação do conhecimento sobre dados que na prática já foram usados para a sua descoberta, e desta forma tende a produzir avaliações distorcidas do valor desse conhecimento (avaliações exageradamente optimistas que dificilmente serão confirmadas quando o conhecimento descoberto for testado sobre dados verdadeiramente out-of-sample).
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� A evolução da astronomia constitui um bom exemplo dos progressos nas formas de análise e de registo de dados. Inicialmente, as observações astronómicas tinham de ser realizadas em “tempo real” por observadores humanos, e os seus registos tinham de ser efectuados escrevendo ou desenhando. Em seguida, generalizou-se a recolha de imagens fotográficas. Actualmente é dominante o registo electrónico, permitindo o armazenamento contínuo das “observações” de diversos tipos de instrumentos e a sua partilha por conjuntos alargados de investigadores, e facilitando o recurso a novas formas de pesquisa de factos importantes nos dados. Na realidade, o armazenamento electrónico das observações dos numerosos sistemas de observação astronómica em operação dá origem a quantidades de dados impossíveis de analisar sem o recurso a sistemas automáticos [Fayyad et al., 1996b], [Brunner et al., 2002]. Este armazenamento electrónico dos dados constitui uma mudança de fundo nos paradigmas da observação astronómica [Szalay et al., 2000], bem ilustrada pelo mais recente observatório astronómico dos USA (o “NVO”) que não dispõe de qualquer dispositivo físico de observação, limitando-se a recolher dados de outras fontes, a armazená-los e a disponibilizá-los aos investigadores. Para referência à utilização de técnicas de data mining sobre os dados do NVO pode consultar-se o site http://adc.gsfc.nasa.gov.


� Estes métodos estatísticos podem incluir o cálculo de valores médios e de variâncias, a análise das distribuições de valores, o estudo de correlações entre variáveis, etc.. Estas análises podem ser realizadas sobre a totalidade dos dados ou sobre segmentos dos dados cuja análise comparativa seja considerada interessante. Por exemplo: Ao analisar dados relacionados consultas médicas pode calcular-se a percentagem de consultas relacionadas com doenças cancerosas. Essa percentagem pode também ser calculada região a região, de forma a estudar comparativamente a distribuição desse tipo de doenças, ou pode ser calculada numa base anual, de forma a avaliar a sua evolução no tempo.


� Como exemplo desta segunda aproximação, considere-se a análise dos conjuntos de compras efectuados pelos clientes de um supermercado. Um especialista no domínio pode decidir pesquisar os dados para confirmar, ou não, a existência de padrões como a ligação entre os valores das compras realizadas e a inclusão nessas compras de bebidas de diversos tipos, e pode chegar a conclusões como: “No Verão, quando as compras de um cliente excedem os 100 euros, incluem bebidas alcoólicas em 50% dos casos”. 


� Uma forma alternativa para a introdução de conhecimento sobre o domínio no processo de KDD (não prevista na Figura 2.1) seria utilizar uma base de conhecimento existente à partida em suporte informático, situação que colocaria esse conhecimento como um input inicial ao mesmo nível dos dados. 


� Usualmente, quando existe uma teoria suficientemente completa e segura sobre o funcionamento do domínio para permitir ter a certeza de que o conhecimento desejado pode ser encontrado num determinado conjunto de dados, é possível calcular de forma determinística uma solução para o problema em análise.


� Este tipo de análise dos dados pode envolver, por exemplo, o estudo das distribuições dos valores dos resultados (em termos absolutos ou em função dos valores das variáveis), a análise das correlações individuais das variáveis com o resultado, ou a detecção de não-estacionaridade nos dados com base temporal [Casdagli e Weigend, 1994], [Kaplan, 1994], [LeBaron, 1994],  [Bontempi, 1999].


� Como exemplo, considere-se um sistema para avaliação de risco de crédito em que as variáveis incluam várias características do candidato ao crédito, como a idade, o sexo, a profissão, o estado de saúde, etc..


� Exemplos comuns incluem a “poda” de árvores de decisão, o ajuste da paragem do processo iterativo de treino das redes neuronais, a escolha do número de vizinhos a considerar num método de k-nearest neighbors, ou a regulação da importância dada ao grau de cobertura e à precisão na avaliação de cada regra, em alguns algoritmos de indução de regras.


� A utilização de vários algoritmos pode ser efectuada de diversas formas. Uma dessas formas é a utilização “em paralelo” dos algoritmos escolhidos, correndo-os todos em igualdade de circunstâncias sobre os exemplos de treino para extracção de modelos individuais. Neste caso é comum usar todos esses modelos para analisar cada caso de teste, sendo depois os resultados individuais dos modelos combinados através de uma técnica simples (por exemplo por votação, no caso de classificação, ou através de uma média, no caso de previsões regressivas). Outra forma de combinar vários algoritmos é usar uma estrutura hierarquizada em que vários algoritmos “correm” sobre os exemplos de treino e depois outro algoritmo é utilizado sobre os outputs dos primeiros para decidir qual desses outputs deve ser utilizado em cada situação de teste [Domingos, 2000]. 


� Os algoritmos de data mining precisam de utilizar medidas automáticas de avaliação dos diversos padrões identificados para poderem proceder à busca dos mais relevantes. As medidas fundamentais empregues para este efeito na maioria dos algoritmos são baseadas no grau de validade dos padrões (a sua precisão ou grau de sucesso) e no contexto de aplicação dos padrões (principalmente a frequência da sua aplicabilidade sobre os exemplos). Medidas automáticas acessórias tem sido propostas, por exemplo baseadas no grau de isolamento dos padrões no contexto da distância entre os vários padrões descobertos [Gago e Bento, 1998]. No entanto, muitos dos critérios fundamentais para que os padrões descobertos tenham interesse prático são difíceis de avaliar automaticamente. Entre estes conta-se o grau de novidade do novo conhecimento em relação ao conhecimento sobre o domínio anteriormente existente e, em alguns casos, o grau de aplicabilidade do novo conhecimento à solução do problema que motiva o processo de KDD.


� Os problemas de overfitting surgem na maioria dos processos de KDD realizados sobre dados envolvendo alguma forma de ruído, e correspondem a encontrar nos dados de treino padrões que parecem significativos mas que de facto são apenas flutuações estatísticas que deixam de ser significativas em amostras mais alargadas do mesmo tipo de dados. É de notar que, usando representações de conhecimento suficientemente poderosas e métodos de busca suficientemente exaustivos, é possível encontrar padrões que parecem significativos até em dados gerados aleatoriamente.
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